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1. Motivation

>
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mangelnde Interpretierbarkeit von ML-Modellen
geringere Akzeptanz und Vertrauen

Losung: XAl

LIME (XAl-Methode)

Entscheidungen individueller Instanzen lokal
erklaren

GAMs (mathematischer Ansatz)

nichtlineare Funktionen erzeugen



2. Grundlagen & Related Work

LIME
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temp=-0.24
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Actual prediction: 0.89
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2. Grundlagen & Related Work

GAMs

multiples lineares Modell:
Y = '30 + Bix1 + .,32.1"’_3 + -+ :3p'1'p + E.
generalisiertes additives Modell:

Yy = -}0 + f] (11) + f".-.).(,*r'li) + T fp(.-l‘p) T E.

Linear model




2. Grundlagen & Related Work

BMB-LIME: LIME with modeling local nonlinearity and
uncertainty in explainability, Yu-Hsin Hung & Chia-Yen Lee, 2024

* Integration Multivariaten Adaptiven Regressions-
Splines (MARS) und Bootstrap-Aggregation in LIME

» nichtlineare Entscheidungsgrenzen praziser zu
erfassen

* bayesianisches Framework

» quantifiziert Unsicherheiten in den Beitragen der
Features

Ergebnis: BMB-LIME genauer und stabiler als LIME



3. Konzeptionelle Vorbetrachtung zu
bestehenden Ansatzen

* Nachteil LIME

» Beschrankung auf lineare Modelle als lokaler
Erklarer

» Ungenaue und vereinfachte Erklarungen

e Vorteile GAMs

» Merkmale durch eigene, potenziell nichtlineare
Funktionen transformieren

» bleiben interpretierbar, daisolierte
Betrachtung Effekte einzelner Merkmale



3. Konzeptionelle Vorbetrachtung zu
bestehenden Ansatzen

e Nachteil GAMs

» Balance zwischen Flexibilitat (prazise
Abbildung Datenmuster) und Komplexitat
(Uberanpassung)

 Ildee: GAMs (pygam) als lokales Modell innerhalb von
LIME

* Voraussetzung:

» GAM verarbeitet Eingangsdaten korrekt und
generiert Ausgabedaten, die von LIME genutzt
werden kdnnen




4. Technische
Realisierung

* Lokales Modell standardmaBig:

* Ridge Regression:
Lineare Regression,
Regularisierungskomponente a =1,
um Uberanpassung (,,Overfitting®)
zu verhindern, indem Strafe fur
groBe Regressionskoeffizienten

e Funktion:

* Eingangsdaten: erzeugte
Datenpunkte, deren Gewichte und
vorhergesagten Werte durch das
Black-Box-Modell

* Ausgabe: Erklarung

weights = self.kernel fn(distance
labels column = neighborhood label]
use eatures = self.feature selection(neighbor

num features,
featurs s=l=cti

model re Jressor is None:

model _regressor = Ridge (alpha=l, fit inte

random state=self om stat
easy model = model regressor
easy model.fit (neighborhood datal:, ussd featurss],
B ;abeli_::;umz, 55m;le_xei?ht=x%i;h_a}
rediction ore = sasy modsl.score (neighborhood datal:,
used f—atL:: Bl B
labels colun
sample welght=weights)
local pred = & _model.predict
1eighborh data[0, used features].reshape(l, -1)

print('Eight:’

_score, local |
Listing 4.1: Funktion mit Ridge Regression

cVTloT




def explain instance with_data(s

label,
num_featur
fea;uLc ?=l:Ctl_n- auto',
model regressor=None):
1 fn(distances)
S € s[:, label]
features = self.feature _selection(neighborhood data,
labels column,
weights,
num_ features
fwatur:_zele ction)

w

n]

if model regressor is None:
model _regressor = Ridge (alpha=1, fit intercept=True,
random state=self.random state)
easy model = model regressor
a del

casy model.fit (neighborhood datal[:, ussd fsaturss],

- labels co olumn, 5ample_wei§ht=weight5)
prediction score = easy model.score(neighborhood datal:,
used features],

labels column,
sample weight=weights)

local p*ed = easy model.predict(
neighborhood data[0, used features].reshape(l, -1))

if self.verbose
prlnt("""exzett', easy model.intercept )
print('Prediction local', local pred, )
print('Right: "', ncwghbzlh':j_labwlg[u, lzab=11)
return (easy model.intercept ,
orted(zip (used features
key=lambda x: np.
prediction score, local pre

i

Listing 4.1: Funktion mit Ridge Regression

fit
score

predict

intercept_

coef

def explain instance with_data(self,
neighborhood_data,
ne‘qhb‘r od_labels,
distances,
labe=l,
num_ features,

= [

labels column = ne 1;hh:1h::1 lah:l [:, labkel]

sed features = self.feature_selectioc n(n :ighborhood_data,
labels column,
weights,
num_features,
feature selection)

- is None:

or = LinearGAM(fit _intercept=True)

Y jhb orhood_data[:, used features],
labc\s_ct\umn,

prediction_score =
neighborhood dat a[
labels_column, ”elghtﬂ—we-
feature contributions =
for i in used features:
pdeps, conf_intervals = easy _model.partial_ dependence (
term=int (i), width=0.95)
X grid = easy model.generate X grid(term=i) [:, 1i]
dpdeps_dx = np.gradient (p X_grid)
closest idx = np.argnin(np.abs(X grid - 0.35))
i derivgtive_value = dpd 1

feature_contributions.append((int (i), i_derivative_value)

local pred = eagy_m;ﬂel.fr'ﬂict(
neighborhood_datalo, ed_features].reshape(l, -1))
if self.verbose:
print('- terc
print('c 21", local pred, )
prlnt('?:. 'y, nei ighborhood labsls[0, label])
return (easy model.coef [0], -
sorted (feature_contributions,
key=lambda x: np.ab
prediction_score, local pred)
Listing 4.2: Funktion mit LinearGAM

asy_model.cosf [0])




def explain instance with _data(self,
neighb: h_;J laL\l:,
distances,

| PPN |

featurs to',
model regres

el fn(dirtanc

ghb orhood labe l [:, label]

f.feature chctl_n(n eighborhood data,
labels column,
weights,
num_ features
fwatur:_sele ction)

m

if model regressor is None:
moc:L_‘eqxess or = Ridge (alpha=1l, fit intercept=Trus,

random_state;self.rand:m_state)

easy_model = model regressor
casy model.fit (neighborhood datal:, ussd | features],
- labels_colum_, sample N—lght=w;i3ht=)
prediction score = easy model.score(neighborhood datal:
used features],

labels column,

=d = easy_madel.pr;dict(
hborhood datal0, ed features].reshape(l, -1))

(=]

1

'J
o

if self.verbose:
print('Intercept', easy model.intercept )
print('Prediction local', local pred, )
print('Right:', neighborhos od labels[0, label])
return (easy model.intercept ,
sorted(zip (used_features,
key=lambda x: np.al
prediction_score, local pred)

Listing 4.1: Funktion mit Ridge Regression

def explain instance with_data(self,

distancs
labe=l,
num_ feat

d lak 1:
_select

neighbor
neighbor

hood_data,
,:d_labelg,

ures

s[:, label]

ion(neighborhood data,
labels column,
weights,
num_features,
feature_selection)

def =xp

for

lain instance with data(...):

p;t._igure(figgize=(lu, 6))
plt.plot (X grid, pdeps, label="Par
plt.fill between(X grid,conf inte

:rvals lower,

conf intervals _upper, alrha-lI 2,

label="95% Confidsn

]

Listing 4.3: Visualisierung der partiellen Abhangigkeitsfunktionen

o R
sorted (feature_contributio

key= lambda x: np. al
prediction_score, lo

x[1]), reverse=Trus),

Listing 4.2: Funktion mit LinearGAM
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o

5. Bewertung des Ansatzes

Random Forest Klassifikationsfunktion und ausgewahlter Punkt (Gesamter Datensatz)
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LIME mit GAM im Zoom-Bereich um den Punkt
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5. Bewertung des Ansatzes

 OpenXAl: Bewertung von XAl-Methoden: RIS, RRS,

ROS -> Stabilitat der Erklarungen (Ziel: 0) (
Methode RIS RRS ROS
LIME 328 +0.86 | 2.31 £ 041 | 4.67 + 4.48

LIME + GAMs | 2.87 = 0.59 | 2.09 = 0.08 | 4.61 + 3.39

Tabelle 2: Stabilititsergebnisse fiir den .. Adulr Income*-Datensatz

* Rechenaufwande (,Computational Efficiency®):

e LIME + GAMs: 2 Stunden ; LIME: 2 Minuten

* Benutzerfreundlichkeit (,Usability®): Diagramme zur
Darstellung der partiellen Abhangigkeiten der ;
Merkmale 1A

0.0 0.2 0.4 0.6 0.8 1.0



6. Kritische Wurdigung & Ausblick

e wesentliche Schwachen des herkdommlichen LIME-

Ansatzes (Beschrankung auf lokale Linearitat)
uberwunden

* partielle Abhangigkeitsfunktionen der Merkmale

» detailliertere Modellinterpretation, die zusatzliche
Informationen bereitstellt

* Problem der Koeffizientextraktion zur
Merkmalsgewichtung

e Limitation: erhohter Rechenaufwand



6. Kritische Wurdigung & Ausblick

e Ausblick:

Stabilitat, Effizienz, Koeffizientenextraktion
verbessern

Verfahren fur unterschiedliche Modelltypen
und Anwendungsszenarien testen

Anpassung Kernel-Bereich (GAM weniger
empfindlich?)

weitere Tests mit OpenXAl



7. Fazit

* |dee von GAMs in weiteren Anwendungen prufen

e Limitationen beachten

* Flexibilisierung von LIME mithilfe von GAMs

» neue Perspektiven fur die transparente und
nachvollziehbare Nutzung von KI-Systemen
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